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Abstrak

Artikel ini bertujuan untuk merancang dan menguji sistem jaringan saraf tiruan menggunakan algoritma
backpropagation dalam memprediksi ketersediaan pangan di Kota Semarang. Metode yang digunakan
melibatkan pengumpulan data dari Badan Pusat Statistik, studi pustaka, dan implementasi algoritma neural
network backpropagation dengan parameter yang dioptimalkan melalui Matlab. Arsitektur terbaik yang
ditemukan adalah 12-17-1 dengan fungsi aktivasi logsig dan purelin. Hasil penelitian menunjukkan kinerja
prediksi yang baik dengan nilai MSE sebesar 0,015243 dan MAE sebesar 0,106222, menandakan akurasi
prediksi yang tinggi. Kesimpulannya, model ini efektif dalam memprediksi ketersediaan pangan dengan tingkat
kesalahan yang rendah.
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1. Pendahuluan

Pangan atau makanan adalah bahan mentah maupun olahan yang dikonsumsi oleh manusia atau hewan
untuk memenuhi kebutuhan pertumbuhan, kesehatan, serta kepuasan. Secara kimiawi, makanan sebagian
besar terdiri dari air, lemak, protein, dan karbohidrat, serta mengandung mineral dan senyawa organik
dalam jumlah kecil. Mineral tersebut mencakup garam, sementara senyawa organik meliputi vitamin, asam,
perasa, pengemulsi, dan lainnya.

Ketersediaan pangan yang cukup dan merata menjadi salah satu elemen utama dalam mewujudkan
ketahanan pangan yang stabil dan berkelanjutan. Hal ini sesuai dengan Undang-Undang No. 7 Tahun 1996
tentang pangan serta penjelasan dalam PP No. 68 Tahun 2002. Data mengenai ketahanan pangan sangat
penting sebagai indikator dalam menilai keberhasilan pembangunan di sektor ini serta sebagai alat prediksi
untuk mendeteksi potensi permasalahan dan upaya perbaikannya. Definisi ini sejalan dengan pandangan
FAO dan WHO pada tahun 1992, yang menyatakan bahwa ketahanan pangan berarti setiap individu atau
rumah tangga memiliki akses terhadap pangan yang cukup setiap saat guna menjalani hidup sehat.

Artificial Neural Network (ANN) atau Jaringan Syaraf Tiruan (JST) adalah sistem pemrosesan
informasi yang menyerupai cara kerja sistem saraf manusia. ANN mampu menyelesaikan permasalahan
yang dihadapi oleh metode seperti SVM dan KNN dengan melakukan pelatihan menggunakan data dalam
jumlah besar. Keunggulan ANN terletak pada kemampuannya menoleransi kesalahan, sehingga dapat
menghasilkan prediksi yang lebih akurat. Selain itu, metode ini efektif dalam memodelkan hubungan
kompleks antara input dan output untuk mengidentifikasi pola dalam data. Namun, kelemahan ANN adalah
sulitnya menentukan jumlah neuron serta lapisan yang optimal, serta cenderung mengalami perlambatan
dalam proses pembelajaran.
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Dalam metode ANN, terdapat berbagai algoritma yang telah diterapkan, salah satunya adalah
backpropagation. Algoritma ini merupakan salah satu prosedur yang paling populer, efektif, dan mudah
dipahami dalam jaringan multilayer yang kompleks untuk mengoptimalkan pelatihan jaringan saraf tiruan.

Backpropagation menggunakan pendekatan pembelajaran terbimbing (supervised learning) pada
jaringan multi-layer yang memiliki beberapa hidden layer, dengan tujuan utama meminimalkan kesalahan
dalam menghasilkan keluaran (output). Proses pelatihan ini memanfaatkan fungsi pelatihan (training
functions) dengan variabel laju pemahaman (traingdx) untuk mempercepat proses pembelajaran. Traingdx
merupakan kombinasi antara parameter laju pemahaman (learning rate) dan momentum, yang membantu
dalam memperoleh hasil yang lebih akurat. (Putra & Ulfa Walmi, 2020).

Permasalahan yang dibahas dalam penelitian ini adalah merancang suatu sistem jaringan saraf tiruan
menggunakan algoritma backpropagation untuk memprediksi ketersedian pangan dan menguji sistem
tersebut. Adapun point rumusan masalah yang akan diselesaikan adalah, Bagaimana arsitektur terbaik
neural network backpropagation untuk memprediksi ketersediaan pangan di Kota Semarang, dan
Bagaimana hasil prediksi dengan model neural network yang telah ditentukan untuk memprediksi
ketersediaan pangan di Kota Semarang. Tujuan penulisan artikel ini adalah untuk merancang dan menguiji
sistem jaringan saraf tiruan menggunakan algoritma backpropagation untuk memprediksi ketersediaan
pangan

2. Metode

2.1. Neural Network Backpropagation
Neural Network adalah metode kecerdasan buatan yang meniru operasi dan kinerja komputasi otak
manusia, dan memiliki kemampuan untuk mencerminkan hubungan linier atau non-linier yang mendasari
antara masukan dan data target. Memperoleh pengetahuan dari sumber luar, Neural Network menyimpan
informasi di unit pemrosesan dalam dan mengirimkannya melalui interaksi fungsi transfer dan parameter
koneksi antara lapisan yang berdekatan.

Backpropagation, atau propagation of error, adalah metode umum untuk mengajarkan jaringan saraf
tiruan bagaimana melakukan tugas tertentu. BPNN mengacu pada jaringan saraf tiruan feed-forward
multilayer dengan proses pembelajaran propagasi balik, yang dianggap sebagai arsitektur jaringan yang
paling banyak digunakan. Secara garis besar, training jaringan dengan metode backpropagation meliputi
tiga tahap :

1. Tahap Maju

Tahap feedforward yang dimaksud adalah proses pengolahan input dari pola input training pada
input layer sampai respon yang dihasilkan mencapai output layer. Nilai pada tiap unit masukan
diteruskan ke unit tersembunyi dan dihitung dengan

Znet, = Vio + Xiz1 XiVj; 1)
Zj = f(Znetk) @)

dimana Z; adalah nilai pada unit tersembunyi. Z; yang didapat dari penghitungan fungsi aktivasi
yang ditentukan. Bias V;, merupakan bobot bias di unit masukan ke unit tersembunyi Z;, masukan
X; adalah masukan pada tiap X; dan V;; adalah bobot yang menghubungkan X; dan Z;. Setelah unit
pada layer tersembunyi memiliki nilai, maka akan diteruskan ke unit tersembunyi selanjutnya, jika
ada, atau ke unit keluaran. Nilai pada unit keluaran dihitung dengan,

Yiet, = Wio + Z?:l ZiWy (3)

Y = f(Ynetk) (4)
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dimana Wy, merupakan bobot bias di unit tersembunyi ke unit keluaran W), dan W, ; adalah bobot
yang menghubungkan Z; dan Y.

2. Tahap Perhitungan Error

Respons yang dihasilkan pada lapisan keluaran (output layer) akan dibandingkan dengan target
yang diharapkan, lalu dihitung selisih kesalahannya (error). Jika kriteria penghentian (stopping
condition) belum tercapai, proses akan dilanjutkan ke tahap penyesuaian bobot dan bias
(adjustment of weights and biases). Namun, jika kriteria tersebut sudah terpenuhi, seluruh proses
pelatihan akan dihentikan. Dilakukan penghitungan selisih yang ada antara keluaran jaringan, Y;
dengan target T, yang diinginkan dimulai dari unit-unit di layer keluaran sebagai berikut,

O = (Ty — Yk)f,(Ynetk) )

faktor &, merupakan unit kesalahan di setiap unit keluaran Y,. Setelah itu, hitung perubahan bobot
pada W, ; menggunakan,

AWk] = a5ij (6)

dengan « adalah laju pembelajaran (learning rate). Nilai « berada antara 0 dan 1. Semakin besar
nilai laju pembelajaran, maka semakin cepat proses pelatihannya. Sedangkan untuk menghitung
perubahan bobot bias menggunakan,

AWkO = a6k (7)

nilai &, selanjutnya dikirim ke layer di bawahnya, yaitu layer tersembunyi, dan digunakan untuk
menghitung unit kesalahan dengan perhitungan,

6netj = Z?:l 6kaj (8)

6 = 6netjf, (Znetj) ©)

faktor §; merupakan unit kesalahan di setiap unit tersembunyi Z;. Setelah nilai unit kesalahan

didapat, maka akan diteruskan ke perhitungan faktor § dari unit kesalahan layer tersembunyi di
bawahnya, jika ada, atau unit masukan. Pada unit masukan, faktor § digunakan untuk menghitung
perubahan bobot unit masukan.

AVj; = adX; (10)

perubahan bobot bias dihitung dengan menggunakan,

AVp = aé; (11)
3. Tahap Pembaharuan Bobot dan Bias

Kondisi ini muncul ketika keluaran yang diharapkan tidak sesuai dengan target. Jaringan kemudian
akan melakukan propagasi mundur (backward propagation) dari lapisan keluaran (output layer)
menuju lapisan masukan (input layer), memperbarui nilai bobot dan bias, serta mengulangi proses
propagasi maju (forward pass). Penyesuaian bobot bertujuan mengurangi kesalahan (error) yang
muncul selama pelatihan. Perubahan bobot menuju unit keluaran dihitung dengan,

Wyj(baru) = Wy ;(lama) + AWy; (12)
untuk

k=12,..,mdanj=0,12,..,p
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dengan cara yang sama, perubahan bobot yang menuju unit tersembunyi didefinisikan

Vii(baru) = Vj;(lama) + AVj; (13)
untuk

j=12,..,pdani=10,12,..,n

Setelah proses pelatihan selesai, jaringan dapat digunakan untuk proses pengujian. Pada proses
pengujian, dilakukan perhitungan propagasi maju dengan bobot akhir yang dihasilkan oleh
jaringan.

4. Fungsi Aktivasi

Fungsi aktivasi yang digunakan perlu memenuhi beberapa kriteria, yakni bersifat kontinu, mudah
diturunkan (diferensiasi), dan memiliki sifat non-decreasing (tidak menurun). Penelitian ini
mengadopsi fungsi aktivasi sigmoid biner. Seperti terlihat pada Gambar 2.1, fungsi sigmoid biner
menghasilkan nilai keluaran dalam rentang 0 hingga 1,

Gambar 1. Grafik Sigmoid Biner

Karena itu, fungsi ini sering digunakan untuk jaringan syaraf yang membutuhkan nilai keluaran
yang terletak pada interval 0 sampai 1. Fungsi sigmoid biner dirumuskan sebagai berikut :

y=fx)=——> (14)

y=fx)=of(0)[1 - f(x)] (15)

Untuk menormalisasikan/transformasi data dan nilai agar dapat bernilai 0 hingga 1, dapat
menggunakan rumus sebagai berikut :

0,8(x—a)
X =

e 101 (16)

5. Pengujian Eror

Setelah dilakukan proses training dan testing pola-pola yang dilatih, maka akan diperoleh hasil
bahwa pengujian terhadap pola-pola tersebut apakah telah benar/akurat atau sebaliknya. Untuk
menghitung rata-rata error jaringan, dapat dilakukan dengan dua cara yaitu RMSE (Root Mean
Squared Error) dan MAPE (Mean Avarage Percentage Error). RMSE adalah fungsi kinerja yang
umumnya digunakan untuk backpropagation dimana fungsi ini akan mengambil rata-rata kuadrat
error yang terjadi antara output jaringan dan target, untuk perhitungan rata-rata error jaringan
menggunakan RMSE dapat dilakukan dengan persamaan berikut,

RMSE = 2;;1% 17
dimana,

v; = Nilai aktual data (target)

v, = Nilai hasil prediksi (actual output)

N = jumlah data yang diujikan
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Sedangkan untuk proses denormalisasi atau mengembalikan kembali nilai hasil prediksi jaringan
ke bentuk data semula (sebelum normalisasi) dapat menggunakan persamaan berikut,

Xi = Yn(Xmax = Xmin) + Xmin (18)
dimana,

x; = Nilai x yang akan dilakukan denormalisasi

v, = nilai hasil prediksi (actual output) yang sesuai dengan x;

Xmax = Nilai maksimum pada barisan x

Xmin = Nilai minimum pada barisan x

Sedangkan MAPE (Mean Absolute Percentage Error) dihitung dengan membagi kesalahan mutlak
pada setiap periode dengan nilai aktual yang diamati dalam periode tersebut. Semakin kecil nilai
MAPE, semakin baik kinerja prediksi yang dihasilkan. Untuk menentukan tingkat akurasi dari
prediksi yang dilakukan, akurasi dihitung dengan mengurangkan nilai MAPE dari 100%,

n |xt=yel

MAPE = H+ X 100% (19)

Akurasi = 100% — MAPE (20)
dimana,

x; = nilai target data asli pada periode t

v, = nilai prediksi pada periode t

n = banyaknya data prediksi pada periode t

2.2. MATLAB

MATLAB (Matrix Laboratory) adalah sebuah bahasa pemrograman tingkat tinggi yang secara khusus
digunakan untuk komputasi numerik, pemrograman, dan visualisasi. Perusahaan yang bertanggung-jawab
atas produk hasil pengembangan dari MATLAB ialah MathWorks. Fungsi utama dari MATLAB ialah
untuk melakukan analisis data, mengembangkan algoritme, serta membuat model dan aplikasi.

MATLAB ditemukan oleh ahli matematika dan pemrogram komputer Cleve Moler. Ide MATLAB
didasarkan pada tesis PhD-nya pada tahun 1960an. Pada awalnya (sebelum versi 1.0) MATLAB “bukanlah
bahasa pemrograman, dia adalah kalkulator matriks interaktif sederhana. Tidak ada program, tidak ada
kotak alat, tidak ada grafik”. Versi awal pertama MATLAB selesai pada akhir tahun 1970-an. Perangkat
lunaknya diungkapkan kepada publik untuk pertama kalinya pada bulan Februari 1979 di Sekolah
Pascasarjana Angkatan Laut di California.

3. Hasil dan Pembahasan

Dari penelitian ini metode yang digunakan adalah Jaringan Syaraf Tiruan dengan Algoritma model
Backpropagation, menggunakan arsitektur 12-17-1, dengan jumlah epoch 250. Fungsi pelatihan yang
digunakan adalah traingd atau Gradient Desecents, fungsi pelatihan ini berbasis gradien yang mencari
minimum fungsi kesalahan dengan mengikuti gradien atau arah yang berlawanan dari gradien. Arsitektur
ryang dilatih dengan algoritma gradien dapat memberikan hasil yang baik terutama pada masalah yang
cukup sederhana dan dataset yang relatif kecil.

3.1. Arsitektur

Sebelum dilakukan prediksi data, dilakukan terlebih dahulu perancangan model arsitektur algoritma
backpropagation yang akan digunakan. Dalam pengembangan jaringan saraf tiruan, pemilihan arsitektur
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yang tepat adalah langkah penting yang memengaruhi kinerja dan kemampuan jaringan dalam memodelkan
hubungan antara input dan output.

1.

Hidden Layer

Hidden layer (lapisan tersembunyi) adalah salah satu komponen utama dalam arsitektur jaringan
saraf tiruan (neural network). Lapisan ini terletak di antara lapisan input dan lapisan output, dan
berperan dalam mengekstraksi fitur-fitur yang relevan dari data input. Penentuan jumlah hidden
layer merupakan salah satu keputusan utama dalam merancang arsitektur jaringan saraf tiruan. Pada
kasus penelitian ini jumlah hidden layer yang akan digunakan sebanyak 17 neuron, alasan penulis
menggunakan 17 neuron hidden layer dikarenakan jumlah ini yang cukup baik untuk memprediksi
data yang dipakai untuk penelitian ini.

Fungsi Aktivasi

Setiap neuron dalam hidden layer dan output layer memerlukan fungsi aktivasi non-linear. Fungsi
ini memungkinkan jaringan untuk mempelajari relasi yang kompleks antara input dan output. Pada
penelitian ini penulis menggunakan fungsi aktivasi sigmoid logsig untuk input dan purelin untuk
output. Fungsi aktivasi logsig merupakan versi dari fungsi sigmoid biner, yang menghasilkan
output dalam rentang 0 hingga 1 dan sering digunakan sebagai fungsi aktivasi dalam jaringan saraf
tiruan, terutama untuk klasifikasi biner. Fungsi ini penting karena memperkenalkan non-linearitas
ke dalam jaringan, memungkinkan model untuk mempelajari pola yang lebih kompleks daripada
model linier. Fungsi aktivasi purelin adalah fungsi identitas linear yang sederhana, yang beroperasi
tanpa transformasi non-linear apa pun. Karena sifatnya yang linear, fungsi purelin umumnya
digunakan pada lapisan output untuk masalah regresi, di mana output yang diinginkan dapat berupa
nilai kontinu.

Fungsi Pelatihan

Pemilihan algoritma pelatihan adalah salah satu bagian penting dari perancangan model arsitektur
jaringan saraf tiruan yang menggunakan algoritma backpropagation. Pada penelitian ini penulis
menggunakan fungsi pelatihan Gradient Decents untuk melakaukan prediksi. Prinsip kerja Gradient
Decents pada umumnya setiap iterasi pelatihan, algoritma ini memperbarui bobot dan bias jaringan
dengan mengikuti arah yang menurunkan nilai fungsi kesalahan (loss function). Gradien dari fungsi
kesalahan terhadap setiap bobot dan bias dihitung, dan kemudian bobot dan bias diperbarui dengan
mengurangi gradien tersebut, dikalikan dengan laju pembelajaran (learning rate).

3.2. Pre-Processing

Data yang digunakan dalam penelitian ini adalah data yang diambil dari Badan Pusat Statistik Kota
Semarang dari tahun 2018-2022. Data tersebut di input ke dalam excel dengan format tahun produksi dalam
kolom dan bulan produksi dalam baris.

Tabel 1. Tabel Produksi Beras

Tahun 2018 2019 2020 2021 2022

(Ton) (Ton) (Ton) (Ton) (Ton)

Januari 1.093 635 351 935 1.315
Februari 1.677 625 211 1.018 321
Maret 905 910 1.100 1.805 513

April 1.316 1.538 1.936 1.019 1.391

Mei 1.376 2.363 2.446 751 1.418
Juni 1.287 867 836 604 716
Juli 1.573 404 586 1.688 280
Agustus 951 1.665 1.183 556 249
September 1.449 1.627 2.018 1.054 505

Oktober 783 633 1.750 400 1.412
November 1.002 805 287 760 460
Desember 466 735 439 1.076 161
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Fungsi normalisasi yang digunakan untuk mengolah data latih (training) dan uji (testing) diatas adalah
fungsi sigmoid biner, maka data harus ditransformasikan terlebih dahulu karena batas (range) keluaran
fungsi aktivasi sigmoid adalah fungsi asimtotik (tidak pernah mencapai O ataupun 1). Data
ditransformasikan ke interval yang lebih kecil, misalnya pada interval [0,1;0,8],

_ 0,8(x—a)

. t01 (21)
Tabel 2.
Data Training
0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0.
3814 6199 3046 4724 4969 4606 5774 3234 5267 2548 3442 1253
0 0 0 0 0 0. 0. 0 0 0 0 0

1943 1903 3066 5631 9000 2891 1000 6150 5994 1935 2638 2352

Tabel 3.

Data Target Training

0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0.
4157 6247 3484 4955 5170 4851 5875 3649 5431 3047 3831 1913

Tabel 4.
Data Target Testing
0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0. 0.
5535 8377 4620 6620 6912 6479 7871 4844 7268 4027 5092 2484
0 0. 0 0 1 0. 0. 0 0 0 0 0

3307 3258 4645 7701 1715 4436 2182 8310 8134 3297 4134 3793

3.3. Prediksi Data

Proses awal yang dilakukan untuk memprediksi data dengan membuat tab editor baru di matlab, lalu

memasukan kode perintah yang akan digunakan untuk melakukan prediksi data menggunakan algoritma
backpropagation.

Baris ini yang membuat dan melatih jaringan syaraf tiruan menggunakan fungsi feedforwardnet, angka
di dalam kurung merupakan hidden layer dari jaringan sayarf tiruan tersebut dalam kasus ini hidden layer
yang digunakan adalah 17 hidden layer.

net = feedforwardnet(17);

Baris berikutnya di tentukan pemilihan algoritma fungsi pelatihan menggunakan trainFcn dengan
algoritma traingd.

net.trainFcn = 'traingd';

Dua baris selanjutnya dilakukan penetuan iterasi pelatihan (epoch) dan laju pembelajaran (learning rate)
mengunkan sub fungsi trainParam. Epoch yang dipilih pada kasus ini sebanyak 250 iterasi, Laju
pembelajaran yang dipilih untuk kasus ini adalah 0.1, nilai laju pembelajaran yang dipilih akan
memengaruhi seberapa besar langkah yang diambil oleh algoritma pelatihan saat menyesuaikan bobot

jaringan

net.trainParam.epochs = 250;

net.trainParam.lr = 0.1;
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Baris selanjutnya melatih jaringan saraf tiruan dengan menggunakan data training (data_norm dan
dataT_norm). Fungsi train digunakan untuk melatih jaringan, dengan argumen berupa jaringan (net) yang
sudah dibuat sebelumnya, data input (data_norm), dan target output (dataT_norm).

net = train(net, data_norm, dataT_norm);

Fungsi sim menerima dua argumen yaitu, jaringan yang sudah dilatih (net) dan data input untuk
dimasukkan ke dalam jaringan (dataTe_norm).

outputTestData = sim(net, dataTe_norm);
3.4. Post-Processing Data
Setelah dilakukan prediksi data, maka akan didapatkan nilai output atau hasil prediksi, dimana data awal
sebagai data input telah dilakukan proses normalisasi atau transformasi.

Tabel 5.

Hasil Prediksi Saraf Tiruan Hasil Prediksi Denormalisasi

Bulan Hasil Bulan Hasil

_ (Ton)
Januari 0,539817593 Januari 518,6150396
Februari 0,644483866 Februari 781,9109902
Maret 0,46745118 Maret 303,6010607
April 0,582985474 April 319,4893917
Mei 0,164017356 Mei 984,1855025
Juni 0,538676424 Juni 199,4094857
Juli 0,664026354 Juli 904,4045982
Agustus 0,303725242 Agustus 729,3032774
September 0,622119759 September 519,7318429
Oktobet 0,368266968 Oktobet 243,7721508
November 0,515603148 November 786,8504593
Desember 0,026588711 Desember 107,6694904

Jadi untuk data prediksi yang baru dihasilkan perlu dilakukan proses denormalisasi. menghitung

denormalisasi data prediksi yang telah dilakukan sebelumnya menggunakan rumus

(X’_Oil)Xmax_Xmin
X =S omaxomin g g

0,8

3.5. Hasil Kinerja
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Berdasarkan hasil pengujian sistem terhadap rancangan model
dengan parameter-parameter yang telah ditentukan, diperoleh
konfigurasi yang menghasilkan nilai error paling kecil serta | [ Newokbiagam |
akurasi tertinggi. Parameter optimal tersebut diperoleh dengan
jumlah epoch sebesar 250, menggunakan arsitektur 12-17-1
dan learning rate sebesar 0,1. Model ini juga mencapai kinerja
terbaik dengan nilai kinerja sebesar 0.0045871 pada epoch ke- | Training Progress

17 selama proses pelatihan. unit Inital Value | Stopped Value | Target Value
 Epoch 0 | 23 250
Elapsed Time - | 00:00:02
Performance 0.261 0.0209 0

. Best Validation Performance is 0.0045871 at epoch 17 Gradient 0,852 0.103 1e-05

0 — Vaiidation Checks 0 6 6 -

Validation
Test o )
Best Training Algorithms

Neural Metwork Training (22-May-2024 11:27:19)

Training Results

Training finished: Met validation criterion &
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Dari hasil perhitungan error didapat hasil MSE sebesar 0.015243, MAE sebesar 0.106222, RMSE
sebesar 0.123462, dan MAPE sebesar 24.626556%, yang dapat diartikan keakurasian prediksi dari jaringan
saraf tiruan ini sebesar 75,373444%.

4. Simpulan

Berdasarkan hasil dan pembahasan penelitian yang telah dilakukan, tentang prediksi pangan di kota
Semarang menggunakan algoritma neural network backpropagation dapat ditarik denga kesempilan sebagai
berikut, (1) Arsitektur terbaik neural network backpropagation untuk memprediksi ketersedian pangan di
Kota Semarang menggunakan arsitektur 12-17-1, yang dimana terdiri atas 12 input layer, 17 hidden layer,
dan 1 output layer. Fungsi aktivasi yang digunakan dalam penelitian ini adalah logsig dan purelin. Fungsi
pelatihan yang digunakan dalam penelitian ini adalah Gradient Decents dengan alasan cukup efektif dan
andal, dan juga fleksibelitas kendali penuh atas parameter-parameter seperti laju pembelajaran (learning
rate) dan jumlah iterasi dalam algoritma. 10 data yang diuji dinormalisasikan terlebih dahulu lalu di prediksi
di dalam aplikasi matlab. Proses prediksi dilakukan dengan menentukan penentuan rasio data training dan
testing sebesar 80% dan 20% masing-masing, penentuan hidden layer sebanyak 17, penentuan fungsi
pelatihan yaitu Gradient Decents, besarnya epoch sebanyak 250 iterasi, dan laju pembelajaran sebanyak
0,01. (2) Hasil prediksi dengan model neural network yang telah ditentukan untuk memprediksi
ketersediaan pangan di Kota Semarang ini dilakukan juga perhitungan metrik evaluasi kinerja model seperti
MSE, MAE, RMSE, dan MAPE. Hasil dari penelitian ini didapatkan 10 data prediksi dari 10 variabel data
yang diuji. Hasil kinerja prediksi yang didapat sebesar 1.5635e-05 atau 0.000015635 pada epoch 250 dan
grafik regresi mendekati 1 menunjukkan hubungan linier yang kuat antara variabel prediktor dan variabel
respons. Dari hasil perhitungan eror didapat hasil MSE 0.015243, MAE 0.106222, RMSE 0.123462, dan
MAPE 24.626556% yang cukup rendah dan dapat diartikan keakurasian prediksi dari jaringan saraf tiruan
ini cukup tinggi.
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